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BAB II  

LANDASAN TEORI 

 Adapun beberapa telaah literatur yang berhubungan dalam penelitian ini 

adalah phishing, feature extraction, K-Means++ Clustering, cluster label feature, 

Random Forest, decision tree dan evaluasi. 

 

2.1 Phishing 

 Menurut Weedon, Tsaptsinos, dan Denholm-Price (2017), phishing adalah 

sebuah metode yang digunakan kriminal untuk menipu dan mengecoh pengguna 

untuk memberikan data personal dan sensitif, seperti identitas diri dan informasi 

finansial. Kriminal dapat menipu pengguna dengan cara memperoleh kepercayaan 

dari pengguna, seperti menyamar dan mengaku berasal dari perusahaan dengan 

reputasi yang baik atau bank. Biasanya kriminal akan mengirim e-mail ke pengguna 

untuk meminta mengisi data personal atau mengarahkan pengguna untuk 

mengunjungi situs web berbahaya melalui URL. Menurut Basnet dan Doleck 

(2015), URL yang mengarahkan pengguna ke situs web phishing adalah phishing 

URL dan dapat disebar melalui berbagai macam channel komunikasi. Menurut 

Garera, Provos, dan Chew (2007), lebih sering pengguna yang menjadi korban 

phishing adalah pengguna situs online banking atau payment services seperti 

PayPal, dan situs e-commerce. 
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 Berikut ini adalah contoh URL phishing yang diambil dari http://pon.net. 

 
Gambar 2.1 Contoh E-mail PayPal Palsu Bagian 1 

(“Sample Phishing Email Part 1,” n.d.) 

 Gambar 2.1 adalah contoh e-mail PayPal palsu. Kriminal menyamar sebagai 

PayPal dan mengirim sebuah e-mail yang berisi data pesanan palsu ke pengguna. 

Isi dan bentuk e-mail dibuat sedemikian rupa menyerupai sebuah e-mail asli 

seakan-akan e-mail palsu tersebut berasal dari pihak PayPal. 
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Gambar 2.2 Contoh E-mail PayPal Palsu Bagian 2 

(“Sample Phishing Email Part 2,” n.d.) 

 Gambar 2.2 adalah lanjutan dari Gambar 2.1. Dari Gambar 2.2, kriminal 

menyertakan sebuah URL https://www.paypal.com/ssl2/us/webscr?cmd=_login-

run. Jika URL tersebut ditekan, maka pengguna akan diarahkan ke sebuah situs web 

phishing dengan menggunakan phishing URL. Pengguna dapat mengetahui kemana 

sebuah hyperlink mengarahkan pengguna dengan meng-hover kursor mouse ke 

URL. URL yang menjadi target dari hyperlink akan muncul di bawah kiri browser. 

Dalam contoh ini, hyperlink tersebut mengarahkan ke URL 
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http://www.paypal.com.ssl2.us/webscr.php?cmd=LogIn# yang berbeda dengan 

URL yang tertampil di Gambar 2.3. 

 
Gambar 2.3 Contoh Situs Web Phishing 

(“Sample Phishing Website Part 1,” n.d.) 

 Gambar 2.3 menjelaskan bahwa situs web dari URL phishing tersebut 

merupakan sebuah situs web palsu.  

 
Gambar 2.4 Contoh Situs Web Phishing Lanjutan 

(“Sample Phishing Website Part 2,” n.d.) 
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 Berikut ini adalah contoh URL phishing lain yang diambil dari 

phishtank.com. 

 
Gambar 2.5 Contoh Phishing URL 

http://webafricaonline.co.za/Appeals/WeTransfer+/ 

(Micha, 2018) 

 Gambar 2.5 adalah contoh phishing URL 

http://webafricaonline.co.za/Appeals/WeTransfer+/ yang tertampil di situs web 

PhishTank. 

Gambar 2.6 adalah screen shot ketika phishing URL tersebut diakses pada 

browser Google Chrome. Saat diakses, muncul peringatan bahwa URL tersebut 

berbaya dan menganjurkan untuk tidak mengaksesnya. 
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Gambar 2.6 Contoh Phishing URL Ketika Diakses 

(“Accessing Phishing URL,” n.d.) 

2.2 Feature Extraction 

 Menurut Sahoo dkk. (2017), tahap selanjutnya setelah mengumpulkan data 

adalah menarik feature yang dapat mendeskripsikan URL dan bisa diinterpretasikan 

oleh model machine learning. Proses ini disebut feature extraction. Oleh karena itu, 

dibutuhkan prinsip-prinsip yang menjadi dasar untuk mengambil feature yang 

sesuai untuk mendapatkan representasi URL yang baik. 

 Menurut Sahoo dkk. (2017), pertama data URL harus diubah menjadi 

sebuah feature vector. Menurut Pang dkk., feature vector adalah sebuah vector yang 

digunakan untuk merepresentasikan feature dari sebuah objek secara matematis 
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sehingga mudah dianalisa. Contoh sederhana adalah warna RGB. Sebuah warna 

hitam dapat direpresentasikan dalam sebuah feature vector RGB yaitu [0, 0, 0]. 

Tabel 2.1 menunjukkan kumpulan feature yang diambil dari URL. Menurut 

Weedon dkk. (2017), kumpulan feature ini digunakan karena dua alasan. Pertama, 

dari hasil yang sudah dipublikasikan, kumpulan feature ini terbukti berperan 

sebagai baseline yang baik. Kedua, menyediakan komparasi yang lebih baik 

terhadap hasil algoritma-algoritma yang dilakukan peneliti lain. 

 Menurut Weedon dkk. (2017), semua nilai feature dinormalisasikan 

sehingga nilai feature berkisar antara 0 dan 1 untuk memastikan keseimbangan 

antar feature. Menurut Le, Markopoulou, dan Faloutsos (2011), hal tersebut 

dilakukan untuk menghindari preferensi terhadap feature tertentu. Normalisasi 

dilakukan dengan menggunakan rumus normalisasi Min-Max yang didefinisikan 

sebagai berikut. 

𝑣′ =  
𝑣 − 𝑚𝑖𝑛

max − 𝑚𝑖𝑛
(𝑛𝑒𝑤_ max − 𝑛𝑒𝑤_min ) + 𝑛𝑒𝑤_𝑚𝑖𝑛 … (2.1) 

Tabel 2.1 Kumpulan Feature URL 

(Weedon dkk., 2017) 

No. Feature URL Deskripsi 

1. URL_Len Panjang URL secara keseluruhan 

2. Dot_In_URL Jumlah titik yang terdapat di URL secara 

keseluruhan. 

3. 

URL_Blacklisted 

WordAppears 

Apakah terdapat kata-kata blacklist (menurut Le, 

Markopoulou, dan Faloutsos (2011), kata-kata 

tersebut adalah confirm, account, banking, secure, 

ebayisapi, webscr, login, signin, paypal, free, 

lucky, dan bonus) di dalam URL. 

4. AtSign_In_URL Apakah terdapat tanda ‘@’ di URL. 

5. Username_In_URL Apakah terdapat ‘username’ di URL. 
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Tabel 2.1 Kumpulan Feature URL (lanjutan) 

No. Feature URL Deskripsi 

6. Password_In_URL Apakah terdapat ‘password’ di URL. 

7. Host_Len Panjang hostname atau domain name. 

8. IP_Host Apakah IP digunakan di dalam hostname. 

9. Hex_Host Apakah hexadecimal digunakan di dalam 

hostname. 

10. Host_NumOf 

Tokens 

Jumlah kata yang terdapat pada hostname. 

Delimiter yang digunakan untuk mendapatkan 

kata adalah ‘/’, ‘?’, ‘.’, ‘=’, ‘_’, ‘&’, dan ‘-‘. 

11. Host_Longest 

TokenLen 

Panjang token terpanjang yang terdapat di 

hostname. 

12. Dot_In_Host Jumlah titik yang terdapat di hostname. 

13. Hyphen_In_Host Apakah ada tanda penghubung di hostname. 

14. Hyphen_Count 

_In_Host 

Jumlah tanda penghubung yang terdapat di 

hostname. 

15. Digit_In_Host Apakah terdapat digit (0-9) di hostname. 

16. Host_HasPortNum Apakah terdapat port number di hostname. 

17. NonStdPort Apakah terdapat port number yang tidak standar 

terhapat protokol HTTP. 

18. Path_Len Panjang path atau directory yang terdapat di 

URL. 

19. Path_NumOfSub 

Dirs 

Jumlah sub-directory yang terdapat di URL. 

20. Path_LongestSub 

DirTokenLen 

Panjang sub-directory terpanjang yang terdapat di 

URL. 

21. Dot_In_Path Jumlah titik yang terdapat di path. 

22. Hyphen_In_Path Apakah terdapat tanda hubung di path. 

23. ForwardSlash_In_ 

Path 

Apakah terdapat ‘/’ di path. 

24. Equals_In_Path Apakah terdapat ‘=’ di path. 

25. Semicolon_In_ 

Path 

Apakah terdapat ‘;’ di path. 

26. Comma_In_Path Apakah terdapat tanda koma di path. 

27. Underscore_In_ 

Path 

Apakah terdapat tanda garis bawah di path. 
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Tabel 2.1 Kumpulan Feature URL (lanjutan) 

No. Feature URL Deskripsi 

28. Path_NumOf 

DelimitersNotDots 

Jumlah delimiter selain titik yang terdapat di 

path. 

29. Filename_Len Panjang nama file yang terdapat di URL. 

30. Filename_NumOf 

Dots 

Jumlah titik yang terdapat di nama file. 

31. Filename_NumOf 

HyphenAnd 

Underscores 

Jumlah delimiter lain selain titik yaitu tanda 

hubung dan garis bawah yang terdapat di nama 

file. 

32. Arguments_Len Panjang argumen di dalam URL. 

33. Arguments_Count Jumlah variabel argumen di dalam URL. 

34. Arguments_LenOf 

LongestArgVal 

Panjang nilai variabel argument terpanjang. 

35. Arguments_NumOf 

OtherDelimitersIn 

Values 

Jumlah delimiter (‘.’, ‘_’, ‘-‘) yang terdapat di 

dalam nilai variabel argumen terpanjang. 

36. Has_Query Apakah terdapat query di dalam URL. 

37. Equals_In_Query Apakah terdapat tanda ‘=’ di dalam URL. 

38. Has_Fragment Apakah terdapat fragment (bagian setelah tanda 

‘#’) di dalam URL. 

Setelah feature diambil dari URL dan menghasilkan feature vector, data 

tersebut kemudian diklasterisasi. 

 

2.3 K-Means++ Clustering 

 K-Means Clustering adalah salah satu algoritma untuk melakukan machine 

learning secara unsupervised learning. Algoritma ini mengambil sekumpulan data 

yang ada kemudian membentuk beberapa cluster berdasarkan kedekatan jarak dari 

masing-masing data. 

 Misalkan ada himpunan data X yang berisi n data yang direpresentasikan 

sebagai titik dalam ruang Euclidean dengan dimensi r. K-Means akan membagi 
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setiap data ke k cluster (𝐶1, 𝐶2 … , 𝐶𝑘) dengan tidak ada data yang tumpang tindih. 

Tidak ada data yang berada di dalam dua cluster, sehingga 𝐶𝑖 ∩ 𝐶𝑗 , 1 ≤ 𝑖, 𝑗 ≤  𝑘, 

adalah himpunan kosong. Sejumlah k data akan dipilih sebagai titik tengah dari k 

cluster yang disebut sebagai centroid. Jika suatu data memiliki jarak Euclidean 

terpendek dengan suatu centroid, maka data tersebut merupakan anggota dari 

cluster yang memiliki titik tengah centroid tersebut. Berikut ini adalah definisi dari 

himpunan 𝐶𝑖. 

𝐶𝑖 = { 𝑥𝑎, 𝑎 ∈ {1, 2, … , 𝑛} ∶ d(𝑥𝑎, 𝑐𝑖) ≤  d(𝑥𝑎, 𝑐𝑟), 𝑟 = 1, 2, … , 𝑘 } … (2.2) 

Tujuan dari algoritma K-Means Clustering adalah meminimalisasikan nilai 

sum of squared error (SSE) yang didefinisikan sebagai berikut. 

𝑆𝑆𝐸 =  ∑ ∑ 𝑑(𝑦, 𝑐𝑖)

𝑦∈𝐶𝑖

𝑘

𝑖=1

… (2.3) 

y merepresentasikan setiap titik atau data yang berada di dalam cluster 𝐶𝑖. 

Arthur dan Vassilvitskii (2007) mengajukan teknik untuk memasukkan 

centroid awal untuk algoritma K-Means. Perbedaannya terletak pada pemilihan 

inisial centroid untuk cluster. Pemilihan centroid pada algoritma K-Means 

dilakukan secara random dengan semua titik memiliki kesempatan yang sama untuk 

terpilih. Berikut adalah cara kerja algoritma K-Means++. 

1. Satu centroid 𝑐1 dipilih secara acak dari himpunan data X. 

2. Pilih centroid baru berikutnya 𝑐𝑖 yaitu x ∈ X dengan rumus probability sebagai 

berikut. 

𝐷(𝑥)2

∑ 𝐷(𝑥)2
𝑥∈𝑋

… (2.4) 
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𝐷(𝑥) adalah jarak Euclidean antara sebuah titik x dengan centroid terdekat. 

Semakin jauh sebuah titik dari centroid terdekat, semakin besar peluang titik 

tersebut terpilih sebagai centroid. 

3. Ulangi langkah 2 sampai terpilih sebanyak k centroid. 

Setelah itu, algoritma dilanjutkan dengan mengikuti algoritma K-Means 

biasa. Berikut adalah penjelasan cara kerja algoritma K-Means setelah penentuan 

centroid awal. 

1. Dengan a = 1, 2, …, n, setiap 𝑥a yang bukan centroid dimasukkan ke dalam 

cluster terdekat dengan menghitung jarak data dengan centroid. Jarak antar 2 

titik dinotasikan dengan d yang dapat dihitung dengan rumus jarak Euclidean. 

Sehingga rumus untuk mencari jarak suatu titik pada sebuah cluster dengan 

centroid-nya adalah sebagai berikut. 

𝑑(𝑥, 𝑐𝑖) =  √(𝑥1 − 𝑐𝑖1)2 + (𝑥2 − 𝑐𝑖2)2 + ⋯ + (𝑥𝑟 − 𝑐𝑖𝑟)2 … (2.5) 

2. Dengan j = 1, 2, …, k, hitung ulang semua centroid berdasarkan rata-rata dari 

data yang ada di dalam cluster dengan rumus sebagai berikut. 

𝑐𝑗 =  
1

|𝐶𝑗|
∑ 𝑥

𝑥∈𝐶𝑗

… (2.6) 

|𝐶𝑗| adalah jumlah data yang berada di dalam cluster 𝐶𝑗. 

3. Ulangi langkah 2 dan 3 sampai centroid tidak berubah. 

 

2.4 Cluster Label Feature 

 Menurut Kyriakopoulou dan Kalamboukis (2006), tujuan dari dilakukannya 

clustering adalah untuk mendapatkan semacam ”struktur” atau mendapatkan suatu 
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representasi yang jelas dari data yang tersedia. Untuk bisa mendapatkan struktur 

dari kumpulan data yang ada, kumpulan data tersebut di-clustering, baik training 

data dan testing data, dengan memanfaatkan hubungan asosiasi antara index terms 

dengan data. Kemudian, setiap cluster diberi sebuah representatif yang akan 

digabungkan ke data yang sudah ada sebelumnya. Representatif tersebut adalah 

cluster id. Setiap data yang berada dalam kumpulan data akan diberi cluster id 

sesuai dengan cluster dimana data tersebut berada. 

 Berikut ini adalah algoritma yang menggabungkan clustering dengan 

classification. 

1. Tahap clustering. Pada tahap ini, proses feature extraction dari data yang sudah 

tersedia dilakukan, sehingga menghasilkan feature vector. Kemudian, 

klasterisasi dilakukan untuk memetakan feature vector dari training data dan 

testing data. 

2. Tahap expansion. Pada tahap ini, feature tambahan yang didapat dari proses 

klasterisasi, yaitu cluster id, ditambahkan ke dalam feature vector data. 

3. Tahap classification. Pada tahap ini, classifier dilatih dengan data yang sudah 

ditambahkan feature baru. 

Gambar 2.7 menunjukkan ilustrasi pengaruh klasterisasi terhadap data 

sebelum klasifikasi. Titik-titik dengan bentuk + dan – adalah training data yang 

berlabel dan titik-titik biasa adalah testing data yang tidak berlabel. 
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Gambar 2.7 Ilustrasi Pengaruh Clustering 

(Kyriakopoulou dan Kalamboukis, 2006) 

 Gambar 2.7(a) menunjukkan kesalahan klasifikasi setelah classifier dilatih 

dengan training data sebelum klasterisasi. Seharusnya, klasifikasi mengasilkan 

hyperplane B, bukan hyperplane A. Pada Gambar 2.7(b), baik training data dan 

testing data diklasterisasi menjadi dua buah cluster yang tidak saling tumpang 

tindih. Kemudian, cluster id ditambahkan ke feature vector yang sudah ada 

sebelumnya sehingga semua feature vector yang berada dalam satu cluster yang 

sama memiliki nilai cluster id yang sama. Lalu, data tersebut dipetakan ke koordinat 

sistem yang baru. Dikarenakan setiap feature vector yang berada dalam satu cluster 

memiliki nilai cluster id yang sama, maka vektor-vektor tersebut sekarang menjadi 

lebih dekat satu sama lain sehingga kerapatan antar data meningkat seperti yang 

diilustrasikan pada Gambar 2.7(b). Meningkatnya kerapatan data membuat jarak 

antar cluster menjadi lebih jauh sehingga mengakibatkan hasil klasifikasi sesudah 

dilatih menjadi hyperplane B dengan margin yang maksimal seperti pada Gambar 

2.7(c).  
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 Menurut Feroz dan Mengel (2015), proses clustering dan penggunaan 

cluster id atau cluster label membantu dalam memperoleh sebuah hyperplane 

dengan margin yang lebih besar sehingga menghasilkan classifier dengan efisiensi 

yang lebih besar karena generalisasi yang lebih baik. Pengambilan “struktur” dari 

kumpulan data dengan clustering menghasilkan sebuah predictor variable yang 

baru. Dengan kata lain, cluster id merupakan predictor variable atau feature baru 

yang ditambahkan ke setiap feature vector. Feature baru ini dinamakan cluster 

label feature. 

 

2.5 Decision Tree 

Menurut Singh dan Giri (2014), decision tree adalah sebuah classifier yang 

terdiri dari sebuah node yang disebut “root node” yang tidak memiliki incoming 

edge, yaitu garis yang menuju ke node dari node yang berada satu tingkat di atas. 

Selain root node, decision tree juga terdiri dari kumpulan node lain. Node selain 

root node memiliki satu incoming edge. Node dengan outgoing edge disebut 

sebagai internal node. Outgoing edge adalah garis dari suatu node ke node yang 

berada satu tingkat di bawah. Node yang tidak memiliki outgoing edge disebut 

sebagai leaf node (atau terminal node, atau decision node). Contoh sebuah decision 

tree dapat dilihat pada Gambar 2.8. 
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Gambar 2.8 Gambar Contoh Tree 

(Pekelis, 2013) 

Menurut Cinaroglu (2016), salah satu algoritma untuk membuat sebuah 

decision tree adalah CART (Classification and Regression Tree). CART tree 

adalah sebuah binary decision tree yang dibentuk dengan berulang-kali membagi 

sebuah node menjadi dua child node, dimulai dari root node yang menampung 

semua data training (CART Algorithms, n.d.). Menurut Cinaroglu (2016), 

algoritma CART menggunakan splitting criteria gini index dalam mengkonstruksi 

tree. decision tree yang dibuat dalam Random Forest dikonstruksi menggunakan 

algoritma CART. 
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Berikut ini adalah proses dalam membuat decision tree menggunakan 

algoritma CART. Proses ini dimulai dari root node dengan mengikuti proses ini dan 

diulang untuk node tree berikutnya. 

1. Cari best split dari masing-masing predictor atau variable. Best split dari suatu 

variable adalah pembagian suatu node dengan suatu variable yang 

memaksimalkan nilai splitting criterion paling besar jika dipotong dengan nilai 

tertentu. Pencarian best split untuk categorical variable cukup dilakukan dengan 

menghitung nilai gini index-nya. Pencarian best split untuk continuous variable 

dilakukan melalui local discretion. 

2. Cari best split untuk node. Dari antara kumpulan best split yang ditemukan pada 

tahap 1, ambil best split yang memaksimalkan splitting criterion. 

3. Node dibagi dengan menggunakan best split hasil tahap 2 jika stopping rules 

tidak terpenuhi. 

 Nilai gini index pada root node dapat dihitung dengan menggunakan rumus 

berikut. 

Gini𝑠𝑡𝑎𝑟𝑡 =  1 −  ∑ 𝑝𝑖
2

𝐾

𝑖=1

… (2.7) 

K adalah banyaknya jumlah data pada root node (semua data training yang belum 

dibagi) dan 𝑝𝑖
2 adalah peluang terpilihnya data dengan class i. 

 Sesuai dengan algoritma CART, root node akan dibagi menjadi dua child 

nodes atau dengan kata lain, training data akan terbagi menjadi dua subset, masing-

masing untuk satu child node. Perhitungan gini index pada node selanjutnya 

menggunakan rumus berikut. 
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Gini𝑗 =  1 −  ∑(𝑓𝑖𝑗/𝑁𝑗)
2

𝐾

𝑖=1

… (2.8) 

j menandakan node ke-j, 𝑓𝑖𝑗 adalah frekuensi data dengan class i pada subset data 

di node j, dan 𝑁𝑗 adalah jumlah subset data di node j. 

 Perhitungan gini index suatu variable akan dijelaskan dengan contoh 

berikut. 

 
Gambar 2.9 Contoh Data Training 

(Bramer, 2016) 

 Gambar 2.9 adalah contoh training data dengan empat attribute. Pertama, 

hitung nilai gini index awal dengan menggunakan Rumus 2.7. 

Gini𝑠𝑡𝑎𝑟𝑡 =  (
4

24
)

2

+ (
5

24
)

2

+ (
15

24
)

2

= 0.5382  

Implementasi Algoritma..., Reza Satyawijaya, FTI UMN, 2018



 Kedua, hitung nilai gini index untuk setiap attribute. Berikut ini adalah 

contoh perhitungan gini index untuk attribute age.  

 
Gambar 2.10 Frekuensi Tabel Untuk Attribute Age 

(Bramer, 2016) 

Berikut langkah-langkah dalam menghitung gini index suatu attribute. 

1. Untuk setiap kolom yang tidak kosong, hitung jumlah nilai kuadrat lalu bagi 

dengan jumlah data dalam kolom tersebut. 

2. Jumlahkan hasil dari semua kolom lalu bagi dengan jumlah data. 

3. Kurangi angka 1 dengan total yang didapat dari tahap 2. 

 Berdasarkan Gambar 2.10, didapat perhitungan berikut. 

𝐚𝐠𝐞 = 𝟏:
(22 +  22 +  42)

8
= 3

𝐚𝐠𝐞 = 𝟐:
(12 +  22 +  52)

8
= 3.75

𝐚𝐠𝐞 = 𝟑:
(12 +  12 +  62)

8
= 4.75

 

Kemudian, nilai gini index untuk attribute age adalah 

𝐺𝑛𝑒𝑤 = 1 − (3 + 3.75 + 4.75) = 0.5208 

Dengan menggunakan cara yang sama, maka didapat nilai gini index untuk 

attribute lain. 

specRx: 𝐺𝑛𝑒𝑤 = 0.5278 

astig: 𝐺𝑛𝑒𝑤 = 0.4653 

Implementasi Algoritma..., Reza Satyawijaya, FTI UMN, 2018



tears: 𝐺𝑛𝑒𝑤 = 0.3264 

Attribute atau variable yang dipilih untuk membagi node adalah variable 

yang memaksimalkan reduksi nilai gini index. 

age: 𝐺𝑛𝑒𝑤 = 0.5208, reduksi yang dihasilkan adalah 0.5382 – 0.5208 = 0.0174. 

specRx: 𝐺𝑛𝑒𝑤 = 0.5278, reduksi yang dihasilkan adalah 0.05382 – 0.5278 = 

0.0104 

astig: 𝐺𝑛𝑒𝑤 = 0.4653, reduksi yang dihasilkan adalah 0.5382 – 0.4653 = 0.0729 

tears: 𝐺𝑛𝑒𝑤 = 0.3264, reduksi yang dihasilkan adalah 0.05382 – 0.03264 = 

0.2118 

Reduksi terbesar dihasilkan oleh attribute tears. Node akan dibagi 

berdasarkan variable tears. 

Local discretisation adalah proses mengubah variable continuous atau 

continuous attribute menjadi sebuah pseudo-attribute yang mirip seperti sebuah 

categorical attribute (Bramer, 2016). Jika sebuah continuous attribute A memiliki 

n nilai yang berbeda 𝑣1,  𝑣1, … . , 𝑣𝑛 (diurutkan secara ascending), maka terdapat n 

– 1 cara membentuk pseudo-attribute, contohnya A < 𝑣2 , A < 𝑣3 , ….., A < 𝑣𝑛 . 

Kemudian, dari antara kumpulan pseudo-attribute tersebut, cari pseudo-attribute 

yang menghasilkan nilai reduksi gini index terbersar. Pseudo-attribute tersebut 

digunakan untuk membagi data pada node tree jika tidak ada attribute lain yang 

menghasilkan reduksi gini index lebih besar. 
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2.6 Random Forest 

 Menurut Bramer (2016), Random Forest adalah sebuah ensemble of 

classifiers, yaitu sekumpulan classifier yang dilatih untuk melakukan klasifikasi 

kemudian mengambil mayoritas hasil klasifikasi sebagai jawaban klasifikasi. Satu 

unit classifier di dalam Random Forest adalah decision tree, sehingga Random 

Forest terdiri dari lebih dari satu decision tree. 

 Berikut ini adalah tahap-tahap membuat dan melakukan klasifikasi dengan 

Random Forest. 

1. Membuat sejumlah n decision tree classifier dengan menggunakan sebuah 

dataset. 

2. Untuk sebuah testing data X, setiap decision tree mengklasifikasi X. Kemudian, 

dilakukan majority voting. Majority voting adalah mayoritas hasil klasifikasi 

yang dihasilkan dari kumpulan decision tree diambil menjadi jawaban 

klasifikasi Random Forest. 

 

2.7 Evaluasi 

 Untuk mengevaluasi hasil klasifikasi, ukuran yang digunakan untuk 

mengukur performa dari classifier adalah akurasi atau predictive accuracy, 

sensitivitas atau true positive rate, dan kekhususan atau true negative rate. 

 Menurut Bramer (2016), akurasi atau predictive accuracy (PA) adalah 

seberapa besar data yang diklasifikasi secara benar. Rumusnya adalah sebagai 

berikut. 

𝑃𝐴 =
(𝑇𝑃 + 𝑇𝑁)

(𝑃 + 𝑁)
… (2.9) 
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TP (true positives) adalah jumlah data positif yang diklasifikasi sebagai positif, TN 

(true negatives) adalah jumlah data negatif yang diklasifikasi sebagai negatif, P 

adalah jumlah data positif, dan N adalah jumlah data yang negatif. 

Menurut Bramer (2016), sensitivitas atau true positive rate (TP Rate) adalah 

seberapa besar data yang positif diklasifikasi sebagai positif. Rumusnya adalah 

sebagai berikut. 

𝑇𝑃 𝑅𝑎𝑡𝑒 =
𝑇𝑃

𝑃
… (2.10) 

 Menurut Bramer (2016), kekhususan atau true negative rate (TN Rate) 

adalah seberapa besar data yang negatif diklasifikasi sebagai negatif. Rumusnya 

adalah sebagai berikut. 

𝑇𝑁 𝑅𝑎𝑡𝑒 =
𝑇𝑁

𝑁
… (2.11)
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