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1.1  Latar Belakang Masalah

Electronic commerce (e-commerce) menurut Laudon dan Laudon (2009)
adalah suatu proses membeli dan menjual produk-produk secara elektronik oleh
konsumen dan dari perusahaan ke perusahaan dengan komputer sebagai perantara
transaksi bisnis. E-commerce berguna dalam mengurangi biaya administrasi dan
waktu siklus proses bisnis, dan meningkatkan hubungan dengan kedua mitra bisnis
dan pelanggan.

Lembaga riset asal Inggris, Merchant Machine, merilis daftar sepuluh
negara dengan pertumbuhan e-commerce tercepat di dunia. Indonesia memimpin
jajaran negara-negara tersebut dengan pertumbuhan sebesar 78% pada tahun 2018.
Jumlah pengguna internet di Indonesia yang mencapai lebih dari 100 juta pengguna
menjadi salah satu kekuatan yang mendorong pertumbuhan e-commerce. Melalui
perkembangan tersebut, dapat terlihat bahwa banyak sekali perusahaan e-commerce
yang bermunculan di Indonesia sehingga penilaian, komentar atau opini masyarakat
terhadap suatu e-commerce dapat dijadikan analisa terhadap pasar online.

Tren saat ini adalah mencari opini dan sentimen dalam ulasan produk yang
tersedia dalam skala besar di media sosial (Mathapati, Manjuka and K R, 2016).
Menurut hasil survei yang dilakukan oleh We Are Social pada laporan Global
Digital 2019, data pertumbuhan media sosial menunjukkan bahwa pada bulan
Januari 2019, seperti yang ditunjukkan pada Gambar 1.1, Indonesia meraih

peringkat ketiga terbesar sebagai pengguna media sosial di dunia dengan



pertumbuhan hingga 20.000.000 pengguna baru dan mengalami peningkatan

sebanyak 15% dari survei yang sama pada tahun sebelumnya (wearesocial, 2019).
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Gambar 1.1 Social Media Growth Rankings
(sumber : www.wearesocial.com)

Dari hasil survei di atas dapat diketahui bahwa perkembangan media sosial
di Indonesia memiliki peluang yang besar untuk para pebisnis seperti contohnya
hampir semua perusahaan e-commerce di Indonesia pasti memiliki akun media
sosial. Penggunaan strategi promosi melalui media sosial akan menjadikan kinerja
pemasaran akan meningkat dan memuasakan kebutuhan baik kepada pembeli yang
ada maupun pembeli yang potensial (Prihadi and Susilawati, 2018). Pesan yang
disampaikan setiap harinya melalui media sosial yang menyediakan fitur
microblogging salah satunya seperti Twitter, dapat berisi mengenai kehidupan
mereka sampai opini mengenai berbagai topik dan diskusi akan isu saat ini.

Microblogging dapat menjadi sumber berharga untuk opini atau sentimen



penggunanya, sehingga Twitter sangat cocok untuk menjadi sumber dari analisa
sentimen atau opinion mining (Pak dan Paroubek, 2010).

Perilaku belanja online atau pembelian online di Indonesia dipengaruhi oleh
beberapa faktor yaitu kepercayaan, harga, kenyamanan, kemudahan dan
ketersediaan merupakan faktor yang paling utama mempengaruhi konsumen
belanja di toko online dan faktor lainnya seperti keamanan, kualitas produk,
website design dan perilaku konsumtif (Harahap dan Amanah, 2018).

Penentuan polaritas positif atau negatifnya suatu opini dapat dilakukan
secara manual, tetapi seiring bertambahnya sumber opini menjadi semakin banyak
tentunya waktu dan usaha yang dibutuhkan untuk mengklasifikasikan polaritas
opini tersebut akan semakin banyak terpakai. Oleh karena itu, diajukan penerapan
metode pembelajaran mesin (Machine Learning) untuk mengklasifikasi polaritas
opini dari sumber data yang sangat banyak tersebut (Nurhuda, Sihwi dan Doewes,
2013).

Salah satu metode Machine Learning adalah Sentiment Analysis yang
merupakan bagian dari Natural Language Processing (NLP) yang menganalisa
pendapat orang, sentimen, evaluasi, penilaian, sikap, dan emosi terhadap entitas
seperti produk, jasa, organisasi, individu, masalah, peristiwa atau suatu topik. Cara
kerjanya dengan melakukan klasifikasi teks terhadap label opini positif, negatif dan
netral (Cahyono, 2017). Machine learning telah banyak digunakan untuk klasifikasi
sentimen dan telah memberikan hasil akurasi yang baik. Dengan algoritma machine
learning, analisis sentimen mengklasifikasikan polaritas dataset ke dalam kategori

positif, negatif, dan terkadang netral.



Model machine learning yang akan dibuat untuk Kklasifikasi teks tidak bisa
langsung menerima mentah-mentah teks yang kita miliki. Oleh karena itu
diperlukan feature extaction untuk mengubah text yang diinput menjadi vektor
yang bisa dibaca oleh komputer (Waykole and Thakare, 2018). Salah satu cara
melakukan feature extraction adalah dengan menggunakan word embedding.
Mikolov (2013) menyatakan bahwa word embedding mampu merepresentasikan
kata ke dalam vektor lebih baik dalam mengelompokan kata-kata yang memiliki
makna yang mirip. Menurut Radim Rehurek (2019) yang menulis dokumentasi
resmi Gensim (Generate Similar), salah satu jenis word embedding adalah FastText.
FastText dapat digunakan untuk memperoleh vektor untuk kata-kata out-of-
vocabulary (OOV).

Bahasa Indonesia termasuk bahasa yang kaya secara morfologis. Dalam
bahasa yang kaya secara morfologis, jenis kata seperti kata benda, kata kerja, kata
ganti dan kata sifat biasanya memiliki banyak bentuk infleksi (Mladenovi¢ dkk.,
2015).. Menurut KBBI infleksi adalah perubahan bentuk kata yang menunjukkan
berbagai hubungan gramatikal. Perubahan kata baru ini dengan penambahan
imbuhan terhadap suatu kata yang tidak mengubah kelas kata tersebut, sehingga
tidak diperlukan lagi proses stemming dan stopword removal dikarenakan akan
dapat mengakibatkan kehilangan atau memberikan arti sentimen yang salah pada
kata. Jika ekspansi infleksi pada semua kata dan frasa dari sentimen dilakukan maka
akan meningkatkan performa klasifikasi polaritas sentimen (Mladenovi¢ dkk.,

2015).



Menurut penelitian yang dilakukan oleh Livingston dkk., (2019) telah
membandingkan metode Naive Bayes Classifier, Support Vector Machine, dan
Multi-Layer Perceptron (MLP) dengan feature extraction Count Vector dan TF-
IDF vectorizer untuk klasifikasi sentimen analisis dari Amazon Product Review.
Hasil akhir penelitian tersebut bahwa MLP meraih akurasi sebesar 0.93, ini
membuktikan bahwa MLP lebih akurat dan tepat dibandingkan dengan algoritma
Naive Bayes dan Support Vector Machine.

Penelitian selanjutnya yang dilakuakan oleh Kaibi, Nfaoui dan Satori,
(2019) mengenai Twitter Sentiment Analysis yang mengkomparasikan beberapa
word embedding seperti Word2Vec, FastText, dan Glove dan beberapa classifier
seperti Gaussian Naive Bayes, Linear SVC, Nu SVC, Logistic Regression, SGD, dan
Random Forest. Penelitian ini juga membandingkan performa klasifikasi jika
representasi tweet menggunakan simple average (mean) word vector dan TF-IDF
vectorizer.

Tabel 1.1 Performa setiap model word embedding dengan TF-IDF

(Sumber : Kaibi, Nfaoui dan Satori, 2019)
GNB | LSVC | NSVC LR SGD RF
Word2vec | Precision | 67.24 | 7899 | 83.20 | 79.54 | 73.22 | 81.71
Recall 67.81 | 78.65 | 8230 | 79.20 | 73.34 | 81.08
F1-Score | 66.05 | 77.93 | 81.64 | 7853 | 73.27 | 80.43
FastText | Precision | 67.68 | 80.08 | 83.60 | 81.17 | 76.32 | 83.83
Recall 67.92 | 79.87 | 82.63 | 80.97 | 75.77 | 82.30
F1-Score | 65.59 | 79.32 | 81.97 | 80.51 | 75.93 | 81.45
GloVve | Precision | 62.95 | 76.78 | 81.30 | 76.08 | 70.76 | 79.23

Recall 64.16 | 76.66 | 80.42 | 76.00 | 71.02 | 77.99
F1-Score | 62.26 | 7590 | 79.61 | 75.19 | 70.85 | 76.78




Tabel 1.2 Performa model word embedding dengan simple simple average (mean)
word vector
(Sumber: Kaibi, Nfaoui dan Satori, 2019)
GNB | LSVC | NSVC LR SGD RF
Word2vec | Precision | 67.94 | 79.43 | 8229 | 79.62 | 74.83 | 80.98
Recall 68.58 | 79.20 | 81.75 | 79.54 | 75.11 | 80.31
F1-Score | 67.73 | 78.60 81.17 | 79.04 | 74.76 | 79.57
FastText | Precision | 67.60 | 81.26 | 84.89 | 82.80 | 76.97 | 82.89
Recall 68.25 | 81.19 | 84.29 | 82.74 | 77.10 | 81.86
F1-Score | 67.46 | 80.82 | 83.85 | 8245 | 77.01 | 81.12
GloVe | Precision | 65.22 | 77.12 | 82.69 | 78.40 | 71.61 | 79.50
Recall 66.04 | 77.10 8197 | 78.21 | 71.68 | 78.54
F1-Score | 65.16 | 76.47 | 81.34 | 7754 | 7164 | 7751

Dari hasil penelitian yang telah dilakukan, hasilnya menunjukkan efektivitas
FastTex dibandingkan dengan model embedding lainnya dan cukup membantu
meningkatkan performa dari masing-masing algoritma Klasifikasi. Performa
dengan pembobotan simple average (mean) word vector ternyata memiliki Kinerja
yang lebih baik dari pada TF-IDF. TF-IDF atau Term Frequency-Inverse Document
Frequency merupakan algoritma yang berguna untuk mengetahui bobot setiap kata
atau seberapa sering kata tersebut (Nurjannah dkk., 2013). Hasilnya dapat dilihat
pada Tabel 1.1 dan Tabel 1.2.

Berdasarkan penelitian yang telah dilakukan sebelumnya maka dalam
penelitian ini metode yang digunakan akan mengadopsi metode yang digunakan
oleh Livingston dkk. dan Kaibi dkk. yaitu Multilayer Perceptron (MLP) yang
dikombinasikan dengan FastText word embedding sebagai feature extraction tanpa
stemming dan stopword removal pada saat proses pra-pembelajarannya agar makna
dari tiap kata tetap sesuai dan dengan beberapa perubahan untuk mengakomodir

Bahasa Indonesia. Dengan itu, diharapkan dapat membantu masyarakat dalam



mengetahui opini publik mengenai e-commerce yang ingin mereka gunakan dengan

metode yang lebih modern.

1.2 Rumusan Masalah
Berdasarkan latar belakang yang sudah dijabarkan, rumusan masalah dalam
penelitian ini adalah sebagai berikut.

1. Bagaimana mengimplementasikan metode Multilayer Perceptron dengan word
embedding untuk menganalisis sentimen pada e-commerce dengan media sosial
Twitter?

2. Bagaimana performa metode Multilayer Perceptron dengan word embedding

untuk analisis sentimen pada e-commerce dengan media sosial Twitter?

1.3  Batasan Masalah
Luasnya penggunaan social media dan lingkup bahasa yang digunakan
maka batasan masalah yang dapat dijabarkan sebagai berikut.
1. Lingkup Bahasa adalah Bahasa Indonesia.
2. E-commerce yang akan dijadikan pengujian harus memiliki akun Twitter.
3. Nama dari akun Twitter tergolong unik dan komentar didapatkan hanya yang
ditujukan kepada akun Twitter tersebut.
4. E-commerce yang diteliti hanya delapan nama terbesar di Indonesia.
5. Feature extraction yang digunakan selain menggunakan FastText akan

digunakan juga TF-IDF



1.4 Tujuan Penelitian
Tujuan dari penelitian ini adalah sebagai berikut.
1. Mengimplementasikan Multilayer Perceptron dengan Word Embeding untuk
analisis sentiment pada e-commerce dengan media sosial Twitter.
2. Mengukur performa dari metode Multilayer Perceptron dengan Word
Embeding untuk analisis sentimen pada e-commerce dengan media sosial

Twitter.

1.5  Manfaat Penelitian

Dengan adanya penelitian sistem yang dapat menggeneralisasi polaritas
opini dari komentar di sosial media maka dapat dihitung persentase komentar
positif dan negatif dari akun e-commerce atau toko online tersebut secara otomatis
dengan metode yang lebih modern. Modern yang dimaksud adalah tanpa
menggunakan stemming dan stopword removal seperti pada model konvensional

pada penelitian sebelumnya.



