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21  Word2Vec

Word2Vec merupakan algoritma word embedding untuk mengubah input
berupa kata menjadi sebuah vektor yang digunakan untuk proses NLP. Secara
konservatif untuk menangani masalah NLP, sebuah kata direpresentasikan sebagai
sebuah discrete symbol, relasi antar kata yang berhubungan tidak ditemukan apabila
kata direpresentasikan dengan discrete symbol. Sebagai contoh, bila representasi
discrete symbol digunakan untuk kata “piring”, “sendok”, “buku”, dan “pensil”,
maka sistem tidak dapat mendefinisikan bahwa kata “piring” dan “sendok”
merupakan representasi dari alat makan dan “buku” dan “pensil” merupakan
representasi dari alat tulis. Untuk mengatasi hal tersebut, ilmuwan mencoba
merepresentasikan kumpulan kata menjadi sebuah ruang vektor yang akan
memetakan sebuah kata berdekatan dengan yang memiliki arti serupa (Le, 2018).

Word2Vec merepresentasikan sebuah kata ke vektor yang memiliki dimensi
tinggi (300 dimensi) dan kemudian dipetakan ke sebuah ruang vektor. Untuk
memetakan kata ke dalam ruang vektor dibutuhkan dua neural networks layer.
Word2Vec memiliki 2 model yaitu Continuous Bag-of-Word (CBOW) dan Skip-
Gram. Gambar 2.1 merupakan gambaran perbedaan arsitektur CBOW dan Skip-

Gram.
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Gambar 2.1 Arsitektur CBOW dan Skip-Gram (Romadhan, 2018)

2.1.1 Continuous Bag-of-Word (CBOW)

Model CBOW mengambil banyak sample kalimat dari kumpulan kata yang
ada di dalam model dan kata yang berada disekeliling kata yang akan di-training
akan ikut diambil. Kemudian ditentukan center dari konteks kata yang telah diambil
menggunakan neural network. Dengan pengumpulan training set yang cukup, akan
didapatkan satu model neural network. Model tersebut kemudian di-training terus-
menerus dan akan menghasilkan koneksi antara dua kata yang memiliki relasi.
Apabila training ini dilakukan berulang kali, maka kata yang serupa akan memiliki
vektor yang serupa pula. CBOW menggunakan konteks kalimat untuk memprediksi
sebuah kata (Ali, 2019).

2.1.2 Skip-Gram

Pada awalnya skip-gram model menyimpan setiap kata yang ada disebuah
kalimat, yang disebut focus word. Sejumlah kata yang berada disekitar focus word
yang terpilih (windows) akan disimpan sebagai pasangan kata dari focus word, lalu
data yang telah disimpan akan di training pada neural network. Contoh

penyimpanan kata dapat dilihat pada Gambar 2.2.
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Source Text Training
Samples
m fox jumps over the lazy dog. == (the, quick)
(the, brown)
| Thelquick|brown|fox|jumps over the lazy dog. == (quick, the)
(quick, brown)
(quick, fox)
| The| quicklhrown|fox|jumps| over the lazy dog. = (brown, the)
(brown, quick)
(brown, fox)
(brown, jumps)
The|qulck|brown|fox|]umps over|the lazy dog. = (fox, quick)
(fox, brown)
(fox, jumps)
(fox, over)

Gambar 2.2 Penyimpanan pasangan kata focus word (Barazza, 2017)

Skip-Gram akan mempelajari probability distribution dari kata-kata di dalam
konteks dengan windows yang telah di tentukan (Barazza, 2017). Sebuah kata focus
word digunakan untuk memprediksi konteks kalimat.
2.1.3 FastText

FastText adalah library open-source yang dibuat oleh Facebook Al
Research (FAIR) dan dapat diakses secara umum. FastText dapat digunakan untuk
text representation dan text classification (Fasttext.cc, 2019). Model yang
disediakan merupakan pre-trained Word2Vec model untuk 157 bahasa yang telah
dilatih berdasarkan common crawl dan 1leighbour, model tersebut dapat
diimplementasikan pada 11eighbou maupun mobile device. Berbeda dari provider
Word2Vec lain, FastText dapat men-generate vektor untuk semua kata, termasuk
kata yang memiliki kesalahan penulisan (typo), karena FastText membentuk vektor
kata berdasarkan vektor dari huruf yang ada pada kata tersebut (Fasttext.cc, 2019).
Model FastText dapat menggunakan CBOW ataupun Skip-Gram untuk
representasi kata, namun secara default FastText menggunakan Skip-Gram. Karena
pada Skip-Gram model bekerja lebih baik daripada CBOW dalam subword

information (Fasttext.cc, 2019).
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2.2 Pre-processing

Pre-processing atau praproses data merupakan proses untuk
mempersiapkan data mentah sebelum dilakukan proses lain. Perlu dilakukan
praproses terhadap data karena, dalam data mentah masih terdapat data yang
kekurangan atribut, tidak sesuai ataupun tidak konsisten (Han, Kamber & Pei,
2012). Tahapan dari praproses data adalah pembersihan data yang menanggulangi
missing value, redudansi data atau menghilangkan ketidaksesuaian data, integrasi
data yang menggabungkan banyak data atau file, transformasi data yang
menormalisasi data, dan reduksi data untuk mendapatkan representasi dari data
reduksi tetapi tetap menjaga struktur awalnya (Han, Kamber & Pei, 2012).

Ada beberapa strategi untuk mereduksi data, salah satunya adalah
dimensionality reduction. Untuk mereduksi dimensi, dapat dilakukan dengan tiga
cara yaitu, feature elimination yang mereduksi dimensi dengan cara mengeliminasi
fitur, namun dari fitur yang dihilangkan akan banyak informasi yang hilang. Kedua,
feature selection yang akan mengurutkan fitur berdasarkan tingkat kepentingannya
lalu akan dipilih sekumpulan fitur yang paling menggambarkan data sebelum
direduksi, namun teknik ini juga menyebabkan sebuah data kehilangan banyak
informasi. Ketiga, feature extraction akan membuat sekumpulan fitur baru
berdasarkan kombinasi dari fitur data sebelum direduksi, fitur ini dapat dibagi
menjadi linear dan non-linear teknik dimensionality reduction. Algoritma
dimensionality reduction yang banyak digunakan adalah PCA yang menggunakan
teknik feature extraction linear dimensionality reduction dan t-SNE yang

menggunakan teknik feature extraction non-linear.
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2.3  t-Distributed Stochastic Neighbor Embedding (t-SNE)

Berdasarkan penjelasan dari Maaten dan Hinton (2008), t-SNE merupakan
algoritma untuk mereduksi dimensi, memungkinkan data yang memiliki dimensi
tinggi untuk divisualisasikan. Dimensional reduction mengubah data berdimensi
tinggi X = {x1, x2, ..., xn} menjadi data dua atau tiga dimensi Y = {y1,y2, ..., yn}
yang dapat divisualisasikan. Dibandingkan dengan algoritma dimensionality
reduction Principal Components Analysis (PCA) dan Classical Multidimensional
Scaling (MDS) yang mementingkan bahwa data yang tidak serupa memiliki vektor
yang berjauhan pada dimensi rendah, t-SNE menjaga originalitas struktur yang
dimiliki sebuah data setelah direduksi menjadi dimensi yang lebih rendah dan
mengelompokkan data sesuai dengan vektor yang berdekatan (Maaten dan Hinton,
2008). Algoritma t-SNE sudah menjadi standar visualisasi data dan sering
digunakan dalam berbagai penerapan (Arora, Hu, dan Kothari, 2018).

t-SNE adalah algoritma yang disempurnakan dari algoritma SNE yang
dikenalkan oleh Hinton dan Roweis pada tahun 2002. Bermula dengan mengubah
Euclidean distance antar data berdimensi tinggi menjadi conditional probabilities

yang mencerminkan similaritas. Similaritas yang dimaksud adalah datapoint x;

terhadap x; merupakan conditional probability p;;,

exp(—lx;—x;l2/2 o)
Spexi exp (=lxi=xxll2/2 67)’

dengan o7 adalah varians dari x; sebagai titik acuan untuk data lainnya.
Dilihat dari p;; yang merupakan pasangan x; dengan x;, saat i = j, p;; = 0 dan

saat i # j, x; dianggap sebagai neighbour x; berdasarkan nilai probability density
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Gaussian pada bagian tengah x; dan |l x; — x; II> merupakan panjang vector
magnitude untuk titik x; dan x;.
Untuk menghitung conditional probability p;; dapat digunakan rumus yang
telah dikembangkan menjadi joint probability menggunakan Rumus 2.2.
py = ZCPU .22)
Dimana pj;; dan p;; merupakan conditional probability menggunakan
Rumus 2.1 dan N merupakan jumlah data yang digunakan. Setelah datapoint x; dan
x; direduksi menjadi sepasang data y; dan y;, dapat dibentuk sebuah conditional

probability dengan cara yang serupa seperti cara di atas, untuk data yang baru q;;,

dimanai # j,

exp(=llyi~y;lI?)
T €xp (—Ilyi—yil?) ...(2.3)

qjii =
dan saat i = j, g;; = 0. Untuk menghitung conditional probability q;, dapat
menggunakan rumus yang telah dikembangkan menjadi,

1+ lly;-yI®H~*
Zp2i (1+ ly;—y 121

qij = ...(2.4)

Lalu untuk menghitung kecocokan probability antara datapoint yang berada
pada dimensi rendah dengan saat dimensi tinggi,
Djii

D (P I Q) = X% pjj; - log e ...(2.5)

Algoritma t-SNE bekerja dengan meminimalisir nilai KL-Divergence atau
cost antara datapoint yang berada pada dimensi rendah dan pada dimensi tinggi,
yang tercantum pada Rumus 2.5. Seperti yang dijelaskan sebelumnya pj; dapat
diganti dengan p;; dan q;; dapat diganti dengan q;;. Apabila y; dan y; berhasil

dipetakan serupa dengan datapoint x; dan x; yang memiliki dimensi tinggi, maka
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conditional probability p;;; dan q;|; pada Rumus 2.1 dan Rumus 2.3 memiliki hasil
yang sama.

Algoritma t-SNE merupakan pengembangan dari algoritma SNE yang
memungkinkan visualisasi data terlihat “cantik” namun masih terdapat kekurangan,
yaitu SNE memiliki cost yang tinggi karena data dipetakan ke dalam ruang vektor
yang besar, sementara data yang akan divisualisasikan hanya membutuhkan ruang
vektor yang kecil, hal ini disebut “crowding problem”. T-SNE menangani masalah
tersebut, 2 hal yang membedakan SNE dengan t-SNE adalah t-SNE menggunakan
symmetrized version dari SNE cost function yang dikenalkan oleh Cook et al.
(2007) dan t-SNE menggunakan t-distribution untuk menentukan kemiripan 2 data
pada dimensi rendah. T-SNE menggunakan distribusi ekor gemuk (heavy-tailed
distribution) pada ruang dimensi rendah. Dengan menggunakan p;;; dan q;;; yang
telah didefinisikan diatas, lokasi titik y; ditentukan dengan meminimalisir
perbedaan non-symmetric Kullback-Leibler dari p;|; dan g;;.

Pada implementasi t-SNE, tidak ada nilai o; (varians dari Gaussian pada
bagian tengah setiap datapoint x; dalam dimensi tinggi) yang optimal untuk semua
datapoint pada dataset, karena kepadatan data di setiap bagian dapat berbeda. Nilai
a; yang kecil lebih cocok pada bagian yang memiliki data yang padat dibandingkan
dengan bagian yang memiliki data yang tersebar. Nilai o; tertentu menghasilkan
probability distribution P; untuk semua datapoint. Distribusi ini memiliki nilai
yang akan selalu meningkat saat a; meningkat. T-SNE melakukan binary search
untuk nilai o; yang menghasilkan P; dan memiliki nilai perplexity yang telah
ditentukan oleh user. Nilai perplexity diartikan dengan

Perp(P,) = 2HPD, ...(2.6)

15



di mana H (P;) merupakan Shannon entropy dari P; yang diartikan dengan,

H(P;) = =X; pj;ilog, vjji» ...(2.7)
perplexity tersebut dapat diinterpretasikan sebagai jumlah [6eighbour yang
terhitung.

Pseudocode dari algoritma t-SNE dapat dilihat pada Gambar 2.3.

Data: data set X = {x1,x2,...,Xx},

cost function parameters: perplexity Perp,

optimization parameters: number of iterations 7', learning rate 1, momentum o(¢).
Result: low-dimensional data representation (") = {y|,y,,...,y,}.

begin

compute pairwise affinities p;; with perplexity Perp

sample initial solution ' = {y1,y2,....y,} from AL(0,1041)
for =/ to T do
compute low-dimensional affinities g;;

compute gradient g—g, (using Equation 5)

set Y1) = oy (t=1) +n% +out) (_ry(!—l) _9/'(!—2))
end

end

Gambar 2.3 Pseudocode Algoritma t-SNE

2.4  Euclidean Distance

Euclidean Distance digunakan untuk mengukur jarak antara dua data,
teknik ini banyak digunakan untuk mengukur kemiripan antar data (Ratto,
Maronna, dan Berri, 2010) dan biasanya digunakan untuk data yang memiliki
dimensi rendah (Maher dan Joshi, 2016) dan tidak disarankan untuk digunakan
pada dimensi tinggi (Aggarwal, Hinneburg, dan Keim, 2001). Tetapi, metode
Euclidean Distance ini memiliki cost yang tinggi karena menggunakan kuadrat dan
akar pada perhitungannya. Untuk mengurangi cost tersebut terdapat alternatif lain
untuk menghitung jarak antar dua data, yaitu Squared Euclidean Distance (SED)

(Hossain dan Abufardeh, 2019),
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SED(X,Y) = Y (6 —y)?, ..(2.8)
dengan menggunakan SED, perhitungan akar dihilangkan dalam menghitung jarak
antar dua data sehingga cost yang digunakan lebih kecil.

2.5  Cosine Similarity

Cosine Similarity juga merupakan teknik pengukuran untuk mengukur
kemiripan antara dua data dan dapat digunakan pada data yang berdimensi tinggi
(Hossain dan Abufardeh, 2019). Cosine Similarity mengukur jarak dengan
menggunakan sudut yang dimiliki antar data dan akan menghitung cosine dari sudut
yang dimiliki kedua data tersebut. Perhitungan tersebut akan mengembalikan data
antara -1 sampai 1, semakin mirip kedua data tersebut maka nilai yang
dikembalikan akan semakin mendekati 1. Perhitungan Cosine Similarity dilakukan
dengan menggunakan Rumus 2.9 sebagai berikut.

n
cosf = AB 21 AiBi

- s
IR JZLA? JZLB?

..(2.9)

Di mana A menyatakan jumlah kemunculan huruf indeks ke-n dari kata A,

B menyatakan jumlah kemunculan huruf indeks ke-n dari kata B.
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