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BAB 2 

LANDASAN TEORI 

 

2.1 Data Mining 

Data mining merupakan sebuah proses untuk menemukan pola dan tren 

yang berguna dalam sebuah dataset yang besar (Larose dan Larose, 2014). Menurut 

Gartner Group, data mining merupakan proses menemukan korelasi yang berarti, 

pola dan tren dengan cara menyaring sekumpulan data dengan jumlah besar yang 

tersimpan dalam penyimpanan menggunakan teknik pengenalan pola seperti 

statistik dan matematika (Larose dan Larose, 2014).  

Beberapa aspek yang mendukung perlunya dilakukan data mining 

(OPENCOURSEWARE UNIVERSITAS PEMBANGUNAN JAYA, 2016): 

1. Jumlah dan ukuran data yang besar 

Sebuah tindakan yang dilakukan berdasarkan informasi dari hasil dan 

proses data mining akan meningkatkan kebenaran informasi tersebut, dan 

akan semakin valid jika data yang digunakan semakin banyak. 

2. Telah dilakukan proses data warehousing 

Data warehousing diperlukan karena sumber data yang digunakan pada 

proses data mining dapat berupa gabungan dari sekian banyak sumber agar 

dapat memberikan hasil memuaskan. Maka dari itu, data warehousing 

digunakan untuk menjaga konsistensi dan integritas data. 

3. Kemampuan komputasi yang semakin terjangkau 

Kemampuan komputer dalam mengolah data dalam jumlah besar semakin 

meningkat dan harga perangkat komputer yang semakin terjangkau 

membuat proses data mining dapat dilakukan secara komersial. 
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4. Persaingan bisnis yang semakin ketat 

Banyak perusahaan yang harus terus berinovasi di tengah persaingan bisnis 

yang semakin ketat karena tren yang berkembang bahwa informasi dapat 

dilihat sebagai sebuah produk. 

Banyak orang yang memperlakukan data mining sebagai sebuah sinonim 

dari istilah popular yang sering digunakan yaitu, knowledge discovery from data 

(KDD), dimana orang lain melihat data mining hanya sebagai sebuah langkah 

penting dalam proses penemuan pengetahuan. Proses penemuan pengetahuan dapat 

urutan sebagai berikut (Han dkk., 2012): 

1. Pembersihan data (data cleaning), merupakan proses untuk menghilangkan 

noise dan data yang tidak konsisten. 

2. Integrasi data (data integration), dimana berbagai sumber data 

digabungkan. 

3. Pemilihan data (data selection), data yang relevan terhadap tugas analisis 

diambil dari database. 

4. Transformasi data (data transformation), data ditransformasi dan 

dikonsolidasi menjadi bentuk yang siap untuk proses mining dengan 

melakukan operasi simpulan atau agregasi. 

5. Penambangan data (data mining), sebuah proses penting dimana metode 

cerdas diterapkan untuk mengekstrak pola data. 

6. Evaluasi pola (pattern evaluation), untuk mengidentifikasi pola menarik 

yang merepresentasikan pengetahuan berdasarkan pengukuran ketertarikan. 
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7. Presentasi pengetahuan (knowledge presentation), teknik visualisasi dan 

representasi pengetahuan digunakan untuk menyajikan pengetahuan yang di 

dapat kepada pengguna. 

 

Gambar 2.1 Proses Penemuan Pengetahuan (Han dkk., 2012) 

Model data mining dapat dibuat dari jenis pembelajaran supervised atau 

unsupervised. Pembelajaran supervised berfungsi untuk memprediksi sebuah nilai, 

sedangkan pembelajaran unsupervised berfungsi untuk mencari struktur instrinsik 

atau relasi dalam sebuah data yang tidak membutuhkan kelas atau label sebelum 

proses pembelajaran dilakukan. Beberapa contoh metode data mining yang 

dikategorikan berdasarkan fungsi seperti klasifikasi, clustering, association rules, 

dan attribute importance (OPENCOURSEWARE UNIVERSITAS 

PEMBANGUNAN JAYA, 2016). 
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2.2 Text Preprocessing 

Text preprocessing merupakan sebuah bagian penting dari setiap sistem 

natural language processing (NLP) karena karakter, kata dan kalimat yang 

diidentifikasi pada tahap ini adalah unit fundamental yang akan diteruskan ke 

semua tahap proses lebih lanjut, dari komponen analisis dan penandaan seperti 

analisis morfologi dan penandaan part-of-speech, kemudian melalui aplikasi seperti 

pencarian informasi dan sistem penerjemah. Text preporcessing merupakan sebuah 

kumpulan dari aktivitas dimana dokumen dalam bentuk teks di pra-proses karena 

data dalam bentuk teks biasanya berisi beberapa format khusus seperti format 

angka, tanggal, dan kata-kata paling umum yang mungkin tidak akan membantu 

text mining seperti preposisi, artikel, dan kata ganti yang dapat dihilangkan 

(Gurusamy dan Kannan, 2014).  

Tahap preprocessing yang umum dilakukan dalam text mining pada 

dokumen yaitu (Langgeni dkk., 2010): 

1. Case folding, sebuah proses mengubah seluruh huruf pada suatu dokumen 

menjadi huruf kecil dan setiap karakter yang bukan merupakan huruf akan 

dihilangkan dan diasumsikan sebagai delimiter. 

2. Tokenizing, merupakan proses memecah teks menjadi token. Token yang 

dimaksud adalah kata, simbol, frasa, atau elemen lain yang bermakna. 

Tujuan dari tokenisasi adalah untuk menjelajahi kata-kata dalam sebuah 

kalimat (Gurusamy dan Kannan, 2014). 

3. Filtering, merupakan proses memilih kata-kata penting yang dapat 

dilakukan dengan menghilangkan kata-kata yang kurang penting (stoplist) 

atau mengambil kata-kata yang penting (wordlist). 
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4. Stemming, merupakan proses mencari kata dasar dari tiap kata dari hasil 

proses filtering. 

2.3 Web Scrapping 

Web scraping merupakan proses pengambilan sebuah dokumen semi-

terstruktur dari internet yang biasanya berupa halaman web yang ditulis 

menggunakan bahasa HTML atau XHTML. Kemudian dari halaman tersebut, akan 

diambil data tertentu yang akan digunakan untuk kepentingan lain (Turland, 2010). 

Web scraping juga sering disebut sebagai screen scraping. Web scraping berbeda 

dengan data mining karena aplikasi web scraping hanya focus pada upaya untuk 

memperoleh data dengan pengambilan dan ekstraksi data dengan ukuran yang 

berbeda-beda (Josi dkk., 2014). 

Langkah-langkah dalam web scraping meliput (Yani dkk., 2019): 

1. Membuat template scraping, mempelajari elemen HTML yang mengapit 

informasi yang akan diambil. 

2. Eksplorasi navigasi situs, mempelajari metode navigasi pada web yang 

informasinya akan diambil untuk ditirukan pada aplikasi web scraper yang 

akan dibuat.  

3. Mengautomasi navigasi dan ekstraksi, mengotomatisasi pengambilan 

informasi pada aplikasi web scraper. 

4. Data ekstraksi dan riwayat paket, informasi yang didapat dari hasil automasi 

akan disimpan dalam bentuk tabel database. 
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Gambar 2.2 Langkah Web Scraping (Josi dkk., 2014) 

2.4 Sentencepiece 

Sentencepiece merupakan sebuah subword tokenizer dan detokenizer yang 

independen secara bahasa dan didesain untuk text processing berbasis neural 

termasuk mesin penerjemah neural (Kudo dan Richardson, 2018). Subword 

tokenisasi merupakan proses pemecahan kata pada kalimat, frasa, atau seluruh teks 

pada dokumen menjadi unit yang lebih kecil. Pada bahasa Indonesia, pemecahan 

kata dapat dilakukan dengan memanfaatkan white space. Berbeda dengan bahasa 

lain yang tidak menggunakan white space untuk menyelingi setiap kata yang 

menyebabkan proses pemecahan kata menjadi lebih rumit (Jamaluddin dkk., 2020). 

Sentencepiece terdiri dari empat komponen utama yaitu (Kudo dan 

Richardson, 2018): 

1. Normalizer, merupakan sebuah modul untuk menormalisasi karakter 

Unicode yang sama secara sematik menjadi bentuk kanonikal. 

2. Trainer, melatih model untuk segmentasi subword dari korpus hasil 

normalisasi.  



13 
 

3. Encoder, menjalankan normalizer untuk menormalisasi dan mentokenisasi 

input text menjadi urutan subword menggunakan model subword yang 

dilatih oleh trainer. 

4. Decoder, mengubah urutan subword menjadi teks yang dinormalisasi. 

Sentencepiece mengimplementasikan dua algoritma segmentasi subword 

yaitu byte-pair-encoding dan unigram language model (Kudo dan Richardson, 

2018). Cara kerja dari byte-pair-encoding yaitu dengan mengganti pasangan 

karakter yang paling sering muncul dari byte data tertentu dan diganti dengan satu 

byte data dalam bentuk simbol atau karakter tertentu (Jamaluddin dkk., 2020). 

Contoh dari BPE dapat dilihat  sebagai berikut (Gage, 1994). 

Tabel 2.1 Tabel Contoh BPE 

Input String ABABCABCD 

Ubah Pasangan AB ke X yang tidak terpakai XXCXCD 

Ubah Pasangan XC ke Y yang tidak terpakai XYYD 

 

Sedangkan unigram model language merupakan sebuah model n-gram yang 

berfokus pada kata singular. Unigram didapat dengan menemukan frekuensi 

kemunculan huruf pada suatu dokumen, kemudian frekuensi kemunculan tersebut 

bisa ditentukan pada probabilitas kemunculan alfabet pada suatu dokumen 

(Jamaluddin dkk., 2020). Unigram language model membuat sebuah asumsi 

bahwas setiap subword muncul secara independent, maka dari itu probabilitas dari 

sebuah urutan subword x = (xi, …., xM) diformulasikan sebagai produk dari 

probabilitas kemunculan subword p(xi). Dimana v merupakan vocabulary yang 

sudah ditetapkan sebelumnya (Kudo, 2018).  

𝑃(𝒙) =  ∏ 𝑝(𝑥𝑖)

𝑀

𝑖=1

, ∀i 𝑥𝑖  ∈  𝑣, ∑ 𝑝(𝑥) = 1

𝑥∈𝑣

 

(2.1) 
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Untuk mencapai ukuran vocabulary yang diinginkan, diperlukan optimasi 

p(x) dengan menggunakan algoritma expectation maximization (EM). Dengan 

vocabulary v yang ada,  probabilitas kemunculan subword p(xi) diestimasi melalui 

EM dengan memaksimalkan marginal likelihood L dengan asumsi bahwa p(xi) 

adalah variabel tersembunyi (Kudo, 2018). 

L =  ∑ log (𝑃(𝑋(𝑠))) =  ∑ log ( ∑ 𝑃(𝒙))

𝑥∈𝑆(𝑋(𝑠))

|𝐷|

𝑠=1

|𝐷|

𝑠=1

 

 

(2.2) 

 

Pada kejadian sebenarnya, vocabulary set v juga tidak diketahui. Untuk 

menemukannya dapat digunakan algoritma iteratif yaitu (Kudo, 2018): 

1. Membuat vocabulary seed yang cukup besar dari training corpus. 

2. Optimasi p(x) menggunakan algoritma EM. 

3. Hitung lossi untuk setiap subword xi, dimana lossi menunjukkan 

kemungkinan dari likelihood L berkurang ketika subword xi dihilangkan 

dari vocabulary.  

4. Urutkan berdasarkan lossi dan simpan η% dari subword. 

5. Ulangi langkah 2 hingga 4 hingga vocabulary v mencapai ukuran yang 

diinginkan. 

2.5 Term Frequency – Inverse Document Frequency 

Term frequency (TF) merupakan sebuah faktor yang memberikan informasi 

mengenai jumlah kemunculan sebuah kata pada sebuah dokumen. Sebuah kata akan 

menjadi penting jika kata tersebut sering muncul pada suatu dokumen. Ada empat 

metode yang dapat digunakan untuk mencari nilai TF (Siregar dkk., 2017): 

1. Raw term frequency, metode ini mencari nilai TF suatu term dengan 

menghitung kemunculan term tersebut dalam sebuah dokumen. 
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2. Logarithmic term frequency, metode ini mencari nilai TF dengan 

menggunakan fungsi logaritmik. 

𝑇𝐹 = 1 + log(𝑇𝐹) (2.3)  

 

3. Binary term frequency, metode ini memberikan nilai 0 jika sebuah term 

tidak muncul pada suatu dokumen dan nilai 1 jika sebuah term muncul pada 

suatu dokumen sehingga frekuensi kemunculan term pada suatu dokumen 

tidak memiliki pengaruh. 

4. Augmented term frequency, metode ini memanfaatkan max TF yang 

merupakan frekuensi kemunculan tertinggi sebuah term dalam dokumen 

yang sama. 

𝑇𝐹 = 0.5 + 0.5 ×  𝑇𝐹𝑚𝑎𝑥(𝑇𝐹) (2.4)  

 

Inverse document frequency (IDF), didasari oleh perhitungan jumlah 

dokumen dalam suatu koleksi yang sedang dilakukan pencarian yang mengandung 

sebuah term yang dimaksud. Dengan anggapan bahwa sebuah query term yang 

muncul di banyak dokumen bukanlah sebuah discriminator yang baik dan 

seharusnya diberikan bobot yang lebih kecil daripada yang muncul hanya pada 

beberapa dokumen, dan IDF merupakan implementasi heuristik dari anggapan ini 

(Robertson, 2004). Rumus yang digunakan untuk menghitung IDF adalah 

(Robertson, 2004) 

𝑖𝑑𝑓(𝑡𝑖) = log
𝑁

𝑛𝑖
 

(2.5) 

 

Penjelasan dari formula diatas aalah diasumsikan terdapat N dokumen 

dalam sebuah kumpulan dan ada term tI yang muncul pada ni. Metode TF-IDF 

memadukan dua konsep untuk melakukan perhitungan bobot yaitu, frekuensi 
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kemunculan suatu term pada suatu dokumen tertentu dan inverse document 

frequency yang mengandung term tersebut. Rumus umum yang digunakan untuk 

melakukan perhitungan TF-IDF (Intan dan Defeng, 2006): 

𝑤𝑖𝑗 = 𝑡𝑓 ×  𝑖𝑑𝑓 (2.6)  

 

𝑤𝑖𝑗 =  𝑡𝑓𝑖𝑗  × 𝑙𝑜𝑔
𝑁

𝑛
 

(2.7)  

 

Keterangan: 

Wij = bobot kata/term tj terhadap dokumen di 

Tfij = jumlah kemunculan kata/term tj dalam di 

N = jumlah semua dokumen yang ada dalam database 

n = jumlah dokumen yang mengandung kata/term tj (minimal ada satu kata yaitu 

term (tj)) 

2.6 Naïve Bayes 

Klasifikasi merupakan proses untuk mendapatkan fungsi atau model yang 

membedakan atau menjelaskan konsep atau kelas data. Klasifikasi memiliki tujuan 

untuk bisa memprediksi kelas dari sebuah objek yang tidak diketahui labelnya. 

Untuk mencapai tujuan tersebut, proses klasifikasi membangun sebuah model yang 

dapat memilah data ke dalam kelas-kelas yang berbeda sesuai dengan fungsi atau 

aturan tertentu. Salah satu algoritma untuk melakukan klasifikasi adalah algoritma 

naïve bayes. Naive bayes merupakan teknik klasifikasi yang menggunakan metode 

statistic dan probabilitas yang dikemukakan oleh Thomas Bayes yang merupakan 

ilmuwan asal Inggris (Bustami, 2014).  

Teorema bayes merupakan teknik yang menggunakan pengalaman di masa 

lalu untuk memprediksi peluang di masa depan. Kemudian teorema bayes 



17 
 

dipadukan dengan naïve yang dianggap bahwa kondisi antar atribut saling bebas. 

Persamaan dari teorema bayes adalah (Bustami, 2014): 

𝑃(𝐻|𝑋) =  
𝑃(𝑋|𝐻). 𝑃(𝐻)

𝑃(𝑋)
 

(2.8)  

 

Keterangan: 

X = data dengan kelas yang belum diketahui 

H = hipotesis data X merupakan suatu kelas spesifik 

P(H|X) = probabilitas hipotesis H berdasarkan kondisi X (posteriori probability) 

P(H) = probabilitas hipotesis H (prior probability) 

P(X|H) = probabilitas X berdasarkan kondisi pada hipotesis H 

P(X) = probabilitas X 

Dengan populernya metode klasifikasi menggunakan naïve bayes, tentu ada 

kelebihan dan kekurangan dalam sebuah metode. Berikut merupakan kelebihan dari 

metode naïve bayes (Widianto, 2019): 

1. Dapat digunakan untuk data kuantitatif atau kualitatif. 

2. Tidak membutuhkan jumlah data yang banyak. 

3. Klasifikasi bersifat fleksibel (dapat dipersonalisasi) dan dapat digunakan 

untuk klasifikasi biner maupun multiclass. 

Sedangkan untuk kekurangan dari metode naïve bayes ada beberapa yaitu: 

(Widianto, 2019): 

1. Probabilitas prediksi akan bernilai 0 jika probabilitas kondisional bernilai 0. 

2. Adanya korelasi antara variabel membuat asumsi bahwa tiap variabel 

independen membuat akurasi berkurang. 

3. Banyak faktor yang mempengaruhi efektifitasnya karena untuk membuat 

keputusan dibutuhkan pengetahuan awal. 
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2.7 Multinomial Naïve Bayes Classifier 

Multinomial naïve bayes (MNB) merupakan sebuah metode pembelajaran 

probabilistik (Manning dkk., 2009). Pada formulasi MNB, sebuah kelas tidak hanya 

ditentukan berdasarkan kata yang muncul tetapi juga dengan jumlah kemunculan 

kata tersebut. Secara umum, MNB memiliki performa yang lebih baik dari model 

naïve bayes biasa untuk klasifikasi dokumen terutama dengan ukuran kamus yang 

besar (Witten dan Frank, 2005). Sebagai contoh, dianggap probabilitas sebuah 

dokumen d berada di kelas c dapat dihitung dengan cara berikut (Rahman dkk., 

2017): 

𝑃(𝑐|𝑑) ∝ 𝑃(𝑐) ∏ 𝑃(𝑡𝑘|𝑐)

1≤𝑘 ≤ 𝑛𝑑

 (2.9) 

 

Keterangan: 

P(tk | c) = probabilitas bersyarat dari term tk muncul pada sebuah dokumen dari kelas 

c 

P(c) = prior probability dari sebuah dokumen muncul di kelas c 

P(c | d) = probabilitas dokumen d berada di kelas c 

{t1, t2, …, 𝑡𝑛𝑑
} = token pada dokumen d yang merupakan bagian dari kosa kata 

yang digunakan untuk klasifikasi. 

Prior probability dari kelas c dapat dihitung menggunakan rumus berikut 

(Rahman dkk., 2017): 

𝑃(𝑐) =  
𝑁𝑐

𝑁
 

(2.10)  

 

Keterangan: 

Nc = jumlah kelas c pada seluruh dokumen 

N = jumlah seluruh dokumen 
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Untuk rumus multinomial dengan menggunakan metode pembobotan kata 

TF-IDF dapat menggunakan rumus berikut (Rahman dkk., 2017): 

𝑃(𝑡𝑛 | 𝑐) =  
𝑊𝑐𝑡 + 1

(∑ 𝑊′  € 𝑉𝑊′𝑐𝑡) + 𝐵′
 

(2.11)  

 

Keterangan: 

Wct = nilai TF-IDF atau W term t dalam kategori c 

∑ 𝑊′  € 𝑉𝑊′𝑐𝑡 = jumlah total nilai TF-IDF atau W dari seluruh term yang ada di 

kategori c 

B’ = jumlah nilai TF-IDF atau W kata unik (nilai idf tidak dikali dengan tf) pada 

keseluruhan dokumen 

 


