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2.1  Spoiler

Spoiler merupakan apapun yang mengungkapkan fakta seperti kejadian
krusial, kejadian di luar ekspektasi, atau akhir dari seluruh cerita (Jeon, Kim, & Yu,
2013). Spoiler juga dapat diartikan sebagai informasi yang secara prematur
memberikan solusi atas ketidakpastian cerita bagi mereka yang belum melihat acara
terkait cerita tersebut (Lu, Wang, & Ryoo, 2020). Spoiler dapat menghancurkan
kesenangan seseorang terhadap film, acara televisi, atau siaran olahraga dimana
pemenang dan yang kalah dalam suatu kontes dan hasil akhir dari suatu
pertandingan merupakan hal yang krusial bagi orang yang tidak menonton acara
tersebut sama sekali (Jeon, Kim, & Yu, 2013).

Berdasarkan informasi tersebut, spoiler dinilai dapat memberikan dampak
negatif terhadap orang yang hendak menikmati baik acara televisi maupun film.
Berdasarkan definisi spoiler kemudian dapat diamati perbedaannya antara konten

yang merupakan spoiler dan konten yang bukan merupakan spoiler.



2.2  Text Classification

Untuk dapat menciptakan model yang dapat membedakan teks yang
mengandung spoiler dan yang tidak, dibutuhkan Text Classification atau yang
disebut juga Kklasifikasi teks. Klasifikasi teks adalah proses labelisasi atau
kategorisasi untuk dokumen yang belum pernah diolah atau dilihat (Drame, Mougin,
& Diallo, 2016). Klasifikasi teks sendiri termasuk dalam ranah penelitian Machine
Learning. Klasifikasi teks sendiri sudah ada sejak lama dan banyak teknik telah
dipelajari untuk terus mengembangkan performanya (Nguyen & Shirai, 2013).
Klasifikasi teks sudah ada dan diimplementasikan dalam kehidupan sehari-hari,
contohnya dalam menangani spam email, klasifikasi sejumlah besar teks ke dalam
suatu topik, dan juga membantu dalam kinerja mesin pencarian internet (Mahinovs
& Tiwari, 2007).

Proses klasifikasi teks sebagaimana dapat dilihat dari sudut pandang sistem
klasifikasi teks otomatis, dapat dibagi menjadi dua tahap (Mahinovs & Tiwari,
2007):

1) Tahap pengambilan informasi dimana dilakukan ekstraksi data numerik dari
teks yang ada;
2) Tahap klasifikasi dimana algoritma mengolah data untuk menentukan
kategori dari teks yang dituju.
Tahap tambahan diimplementasikan (Pant & Srinivasan, 2005) pada proses
klasifikasi untuk mengurangi jumlah komputasi dan melatih algoritma dengan data

latih sebelum melakukan klasifikasi secara ril.



Tahap klasifikasi teks menurut Pant & Srinivasan dapat dilihat pada gambar
2.1. Dilakukan ekstraksi fitur untuk dokumen yang akan diklasifikasikan. Tahap
tambahan vyaitu reduksi fitur kemudian dilakukan sebelum digunakan oleh
classification engine yang sudah dilatih untuk dapat melakukan klasifikasi
dokumen menjadi beberapa kategori. Tahap ekstraksi fitur dan reduksi fitur dapat

juga dilakukan dengan menerapkan Natural Language Processing.
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Gambar 2.1 Diagram proses klasifikasi teks (Pant & Srinivasan, 2005)

2.3 Text Preprocessing

Text Preprocessing merupakan tahap yang diperlukan untuk mengubah teks
menjadi bentuk yang dapat di “prediksi” dan di “analisis” untuk tujuan Anda.
(Ganesan, 2019). Algoritma ini diperlukan untuk mengolah dataset yang berupa
teks. Proses stemming tidak dilakukan dikarenakan dapat menyebabkan
kemungkinan overstemming atau understemming yang dapat menyebabkan

penurunan nilai evaluasi model.



Stemming tidak selalu memberikan dampak positif dalam proses klasifikasi
teks dikarenakan beberapa jumlah kata dapat digabungkan ke dalam bentuk akar
kata yang sama yang dapat mempengaruhi proses klasifikasi teks secara negatif.
(Mesleh & Kanaan, 2008). Dalam analisis sentimen berbahasa Indonesia,
melakukan stemming tidak meningkatkan dan cenderung mengurangi akurasi
model (Hayaty & Pradana, 2019). Berdasarkan informasi tersebut, disimpulkan
bahwa proses stemming tidak mempengaruhi nilai evaluasi model secara signifikan.
Text preprocessing yang dilakukan pada penelitian ini memiliki beberapa tahap
pengerjaan sebagai berikut:

1) Case Folding

Case Folding merupakan tahap untuk menyeragamkan karakter pada suatu
data (Jumeilah, 2017). Proses case folding merupakan proses untuk mengubah
huruf dalam suatu kata menjadi huruf kecil. Karakter selain huruf ‘a’ sampai ‘z’
akan dihilangkan dari data dan dijadikan sebagai delimiter (Manning, Raghavan, &
Schutze 2008). Delimiter adalah urutan satu atau lebih karakter yang digunakan
untuk menentukan batas pemisah.
2) Tokenization

Tokenization merupakan proses pembagian konten tekstual ke dalam bentuk
kata-kata, terminologi, simbol, atau elemen bermakna lainnya yang disebut dengan
token (Vijayarani & Janani, 2016). Umumnya tokenizer melakukan beberapa
analisis sederhana seperti menghilangkan spasi dan membuat token berdasarkan

kata yang dipisahkan dengan spasi atau tanda baca.
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Kekurangan dari tokenisasi adalah sulitnya untuk membuat token pada
dokumen yang ditulis tanpa menggunakan spasi, karakter khusus atau penanda
lainnya (Vijayarani & Janani, 2016) dan karenanya sangat tidak direkomendasikan
untuk bahasa seperti Mandarin atau Thailand.

3) Stopwords Removal

Daftar isi dari stopwords yaitu sebuah daftar fitur yang biasanya sering kali
muncul pada setiap dokumen (Kadhim, 2018). Menurut Kadhim (2018), fitur
umum dalam bahasa inggris atau kata penghubung seperti he, she, it, or, and perlu
dihilangkan karena tidak memberikan dampak dan kata-kata tersebut memiliki nilai
yang kecil atau tidak sama sekali dalam proses klasifikasi. Untuk menemukan
stopwords, dapat dibuat daftar masing-masing fitur berdasarkan frekuensi
kemunculannya dalam suatu dokumen. Dapat juga menghilangkan kata yang jarang

sekali muncul, misalnya hanya enam dokumen dari ratusan dokumen yang ada.

24  TF-IDF

Merupakan akronim dari Term Frequency dan Inverse Document
Frequency. TF-IDF merupakan suatu batasan pengukuran untuk mengukur
kepentingan suatu kata dalam dokumen (Bafna, Pramod, dan Vaidya, 2016).
Dengan adanya algoritma ini, secara intuitif dapat dilakukan perhitungan untuk
menentukan bagaimana relevansi suatu kata dalam suatu dokumen yang akan
dianalisis. TF-IDF diterapkan setelah teks sudah melalui tahap preprocessing untuk
menentukan bobot dari masing-masing kata. Rumus dari TF-IDF dapat dituliskan

sebagai berikut (Ramos, 2003):
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Wa = fa *log (120) ey

Keterangan:
wd : bobot kata w pada dokumen d
fwa :jumlah kemunculan w pada d
|D| : jumlah dokumen secara keseluruhan
fwp :jumlah dokumen dimana w muncul pada D

Basis logaritma yang digunakan dalam rumus TF-IDF menyesuaikan
penggunaannya dalam bahasa pemograman python yang digunakan pada penelitian
ini yaitu logaritma natural.
2.5 Bagging

Bagging merupakan metode untuk meningkatkan hasil dari permasalahan
klasifikasi (Bednar & Machova, 2006). Metode ini diformulasikan oleh Leo
Breiman dan merupakan akronim dari Bootstrap Aggregating. Hasil atau solusi
didapatkan dari rata-rata nilai atau pemungutan suara terbanyak dari masing-masing
model untuk mengklasifikasikan data baru (Breiman, 1996). Bagging merupakan
salah satu variasi dari metode Ensemble dimana masing-masing model dilatih
secara parallel, dan output dari masing-masing model tersebut tidak mempengaruhi

hasil dari model lainnya satu sama lain.
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Gambar 2.2 llustrasi model Ensemble dengan teknik bagging
(Moertini, Septrianto, & Venica, 2019)

Gambar 2.2, diilustrasikan bagaimana teknik bagging bekerja. Di
merupakan suatu set dari tupel d. Untuk setiap iterasi i (i = 1,2,3, ... ,k), data latih
Di diisi dengan sampel dari data original tupel d. Setiap model Mi dilatih
menggunakan masing-masing data latih Di. Untuk mengklasifikasikan tupel baru,
X, setiap model Mi memberikan prediksinya masing-masing yang kemudian dirata-

ratakan untuk dapat mengklasifikasikan kelas untuk tupel X.

2.6 Multinomial Naive Bayes

Naive Bayes merupakan algoritma yang didasarkan pada teorema bayes
yang mengatakan dimana setiap fitur yang ada pada dataset merupakan entitas yang
Independent atau mandiri (Jo, 2019). Probabilitas dari suatu fitur tidak
mempengaruhi probabilitas dari fitur lainnya. Taeho Jo dalam buku “Text Mining
Concepts, Implementation, and Big Data Challenge” mengatakan bahwa
kenyataannya, asumsi bahwa setiap kata tidak bergantung satu sama lain pada

metode Naive Bayes ini merupakan hal yang berlawanan. Hal ini dikarenakan,
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dalam penulisan suatu kalimat, teks, atau dokumen perlu memiliki kata yang saling
berhubungan agar dapat memiliki makna (2019: 114).

Namun, disamping kekurangannya tersebut metode ini terbukti dapat
memberikan hasil yang cukup memuaskan apabila digunakan di bidang klasifikasi
teks (Jo, 2019). Salah satu model Naive Bayes yang digunakan dalam Klasifikasi
teks adalah Multinomial Naive Bayes. Multinomial Naive Bayes merupakan metode
supervise learning, sehingga setiap data perlu diberikan label sebelum dilakukan
tahap training. Formulasi kemunculan suatu dokumen d di dalam suatu kelas c
dimana nilai P(c|d) sebanding dengan nilai P(c) dapat ditulis sebagai berikut

(Manning, Raghavan, & Schutze 2008).

Peldy <P | | PCtule) 22)
1sksng

dimana:
P(c|d) : Probabilitas bersyarat kelas ¢ merupakan kelas dokumen d
P(c) : Prior probability suatu dokumen berada di kelas c
{ty,to,ts, ... by} : Token dalam dokumen d yang merupakan bagian dari kata

yang digunakan untuk klasifikasi dengan n

menunjukkan jumlah dari token pada d.
P(txlc) : Probabilitas bersyarat terminologi tk berada di dokumen

pada kelas ¢
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Tujuan dari klasifikasi teks adalah, menemukan class terbaik untuk suatu
dokumen. Berdasarkan definisi tersebut, maka formulasi Multinomial Naive Bayes
dapat disimpulkan sebagai kelas maximum a posteriori atau disingkat dengan MAP,

ditulis dengan formula sebagai berikut (Manning, Raghavan, & Schutze 2008).

Cmap = arg max P(c|d) = arg rgleacxP(c) 1_[ P(tylc)

1<ksng
P(c) dan P(tk|c) dapat dicari nilainya dengan menghitung maximum
likelihood, yang merupakan frekuensi relatif dari parameter. Rumus yang

digunakan yaitu:

P(c) = % (2.4)
dimana:
P(c) :Prior Probability suatu dokumen pada kelas c
Nc : Jumlah dokumen dengan kelas ¢

N : Jumlah seluruh dokumen

P(t|c) merupakan probabilitas frekuensi relatif untuk term t dalam dokumen

pada kelas c. Persamaannya adalah sebagai berikut:

P(t|c) = _Te (2.5)
Yerev Terr
dimana:
P(t|c) : Probabilitas bersyarat term t pada kelas ¢
T, : Jumlah kemunculan term t pada dokumen dengan kelas ¢
Yerev Ter! - Jumlah frekuensi seluruh term pada kelas c
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Perhitungan maximum likelihood memiliki kekurangan, yaitu apabila suatu
kata dalam kelas tidak ditemukan pada data training maka perhitungan P(c|d)
menjadi 0, karena perhitungan dikalikan dengan nilai 0. Untuk mengatasi masalah
ini, teknik laplace smoothing dapat diterapkan yaitu menambahkan nilai 1 pada

persamaan. Untuk multinomial naive bayes dengan TF-IDF, persamaan berubah

menjadi:
W +1
P(tlc) = . 2.6
(¢le) Qwrev Weer) + B (26)

dimana:
Wt : Bobot TF-IDF term t pada dokumen kelas ¢
dwev Wee : Jumlah bobot seluruh term pada kelas ¢
B’ : Jumlah IDF seluruh term pada kosa kata

Metode ini tidak memperhitungkan urutan kata dan konteks informasi
dalam dokumen, namun menghitung jumlah kata yang ada pada dokumen
(Destuardi & Sumpeno, 2009). Metode ini digunakan sebagai model untuk metode

Ensemble yang sudah ditetapkan untuk penelitian ini.

2.7 F1-Score
F-Measure atau disebut juga dengan F1-Score merupakan skala
pengukuran untuk akurasi testing dari input dataset (Singh & Srivastava, 2016).

F1-Score digunakan untuk mengukur tingkat akurasi model yang akan dibuat pada
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penelitian ini. F1-Score didapatkan dari perhitungan precision (P) dan recall (R)
(Sasaki, 2007). Rumus secara umum adalah sebagai berikut:

- 2PR .
 P+R (2.7)

dimana:
F : Nilai F1-Score
P : Nilai Precision

R : Nilai Recall

Precision merepresentasikan jumlah atau nilai dari entitas yang dengan
benar diprediksi oleh model sesuai dengan tujuan dibangunnya model. Recall
menunjukkan jumlah entitas yang diprediksi dengan benar oleh model dari
keseluruhan entitas yang seharusnya diprediksi. Precision memiliki rumus seperti
berikut (Derczynski, 2016):

|true positives|

" |true positives| + |false positives| (2.8)
|true positives|
" |true positives| + |false negatives| (2.9)
dimana:
P - Nilai Precision
R - Nilai Recall

[true positives| : Jumlah entitas yang sesuai dan diprediksi oleh model
[false positives|: Jumlah entitas yang tidak sesuai namun diprediksi model

[false negatives|: Jumlah entitas yang tidak sesuai dan tidak diprediksi oleh model
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